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Une brève histoire des statistiques bayésiennes

18-ième siècle
Bayes donne un cas particulier du théorème (de la règle) de Bayes
Laplace en donne une version plus générale

20-ième siècle
Développement des méthodes fréquentistes, dites non-bayésiennes. . .
. . . encore plus en France qu’outre-Manche

Depuis le début des années 1980
Forte augmentation des « activités bayésiennes »

Résultats théoriques et expérimentaux, fondamentaux et appliqués
Recherche et exploitation

Quelques ouvrages de synthèse récents, maturité :
« Bayesian data analysis », A. Gelman et al., 2004
« The Bayesian choice », C. Robert, 2007
« Bayesian Model Selection and Statitical Modeling », T. Ando, 2010

21-ième siècle
Data science, big data, data mining. . .
Intelligence artificielle, apprentissage profond, réseaux de neurones. . .
Réseaux bayésiens
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Des distributions. . .

Deux modèles
Distribution pour les données, vraisemblance : f (x|θ)
Distribution pour les paramètres, prior : π(θ)

Cinq distributions
Une jointe

f (x,θ) = f (x|θ) π(θ)

Deux marginales 
f (x) =

∫
θ

f (x,θ) dθ

π(θ) =

∫
x

f (x,θ) dx . . .

Deux conditionnelles
f (x|θ) =

f (x,θ)

π(θ)
. . .

π(θ|x) =
f (x,θ)

f (x)
=

f (x|θ)π(θ)

f (x)

4 / 98



. . . en particulier le posterior, my favorite one

Densité a posteriori

π(θ|x) =
f (x|θ) π(θ)

f (x)

=
f (x|θ) π(θ)∫

θ

f (x|θ) π(θ) dθ

∝ f (x|θ) π(θ)
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. . . pour en déduire. . .

Moyenne a posteriori (optimal, coût quadratique, MMSE)

E
[
θ|x
]

=

∫
θ

θ π(θ|x) dθ

Dispersion, variance/covariance a posteriori

cov
[
θ|x
]

=

∫
θ

(θ − E
[
θ|x
]
)(θ − E

[
θ|x
]
)t π(θ|x) dθ

. . . et aussi maximiseur (optimal aussi, coût binaire)

arg max
θ

π(θ|x)

problème d’optimisation (et pas d’intégration)
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. . . mais aussi

Intervalles de crédibilité

Pr [θ ∈ E|x] =

∫
θ∈E

π(θ|x) dθ

Densités a posteriori marginales

π(θp |x) =

∫
. . .

∫
π(θ1, . . . . . . θP |x) d [θ1, . . . , θp−1, θp+1 . . . θP ]

Densité prédictive

f (x̃|x) =

∫
θ

f (x̃|θ)π(θ|x) dθ

Sélection de modèle, évidence

Pr [Mk |x] =

∫
θ

p(Mk ,θ|x) dθ
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Quelles étaient les difficultés ?

« Pratiques »
Inférence bayésienne

Nécessite le calcul d’intégrales. . .
. . . potentiellement de grande dimension

Limitation des méthodes à

Lois standard
Modèles conjugués, famille exponentielle
Faible dimension, peu de paramètres

« Philosophiques » / « psychologique » / « d’école ou de chapelle »
Modélisation probabiliste de θ. . .
. . . et d’interprétation
. . . et contexte historique fréquentiste
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Que s’est-il passé ?

Évolution

fulgurante de la puissance des calculateurs
fondamentale des techniques d’échantillonnage stochastique
notamment Monte Carlo par châıne de Markov (MCMC)

Méthodes numériques relativement « génériques »
pour résoudre des problèmes d’intégration
visiter / explorer / connaitre des distributions de probabilités

Échantillonnage stochastique et MCMC ont

étendu les possibles
élargi le spectre d’applications et la portée des retombées
suscité de nouvelles questions

Explosion d’applications, d’articles et d’ouvrages traitant

modèles plus complexes
a priori plus réalistes avec de plus nombreux paramètres
différents niveaux de hiérarchie
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Questions : intégration, approximation, visite

Notation simplifiée π(θ) = π(θ|x)

Une question essentiellement

Calculer des intégrales

I = E
[
h(θ)

]
=

∫
θ

h(θ)π(θ) dθ

Mais aussi. . .

« visiter » la distribution π(θ)

approcher la distribution π(θ)
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Une réponse : échantillonnage stochastique (Monte Carlo)

Calculer l’intégrale

I = E
[
h(θ)

]
=

∫
θ

h(θ)π(θ) dθ

Approximation de Monte Carlo

Tirer des échantillons sous π

θ(1), . . . ,θ(N ) iid∼ π

Former la moyenne empirique

I = Ī =
1

N

N∑
n=1

h(θ(n))

Des questions, des conditions, des hypothèses

Existence
Convergence
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Approximation de Monte Carlo : un premier exemple
Moyenne d’une uniforme : mise en œuvre

Densité uniforme

π(θ) = U(θ; [0, 1]) , pour θ ∈ R

Moyenne

m = I = E
[
θ
]

=

∫
R

θ π(θ) dθ =
1

2

Approximation de Monte Carlo

Tirer des échantillons sous π

θ(1), . . . , θ(N ) iid∼ π

Former la moyenne empirique

I =
1

N

N∑
n=1

θ(n)
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Approximation de Monte Carlo : un premier exemple
Moyenne d’une uniforme : illustration

0 100 200 300 400 500
0

0.5

1

Approximation de la moyenne m par la moyenne empirique I
Évolution avec N
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Approximation de Monte Carlo : un premier exemple
Moyenne d’une uniforme : convergence

Valeur d’intérêt : moyenne

I = E
[
θ
]

Approximation de Monte Carlo

I =
1

N

N∑
n=1

θ(n) avec θ(1), . . . , θ(N ) iid∼ U(θ; [0, 1])

Exercice

Montrer que I est une approximation non biaisée de I

Calculer la variance de cette approximation. . .
. . . et en déduire son erreur quadratique moyenne

Comment celle-ci diminue-t-elle avec le nombre d’échantillons N ?

Quelle est la limite en N =∞ ?
Qu’en déduit-on en terme de convergence ?
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Approximation de Monte Carlo : un premier exemple
Moyenne d’une uniforme : convergence

0 50 100 150 200 250 300

0

0.05

0.1

Erreur quadratique moyenne ∝ 1/N

Convergence en moyenne quadratique
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Approximation de Monte Carlo : un second exemple
Probabilité d’appartenance à un intervalle

Toujours densité uniforme

π(θ) = U(θ; [0, 1]) , pour θ ∈ R

Probabilité d’appartenance à un ensemble E

p = I = Pr [θ ∈ E ] =

∫
E
π(θ) dθ

=

∫
R

1E(θ)π(θ) dθ = E
[
1E(Θ)

]
Approximation de Monte Carlo

Tirer des échantillons sous π

θ(1), . . . , θ(N ) iid∼ π

Former la moyenne empirique, c’est-à-dire compter

I =
1

N

N∑
n=1

1E(θ
(n)) = . . .
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Approximation de Monte Carlo : un second exemple
Probabilité d’appartenance à un intervalle
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Approximation Pr [ θ ∈ [0.8 ; 1] ] en fonction de N
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Approximation de Monte Carlo
Propriétés fondamentales

Approximation non biaisée

E
[
I
]

= I

Variance de l’approximation décroit en 1/N

Var( I ) =
1

N

∫
θ

(h(θ)− I)
2
π(θ) dθ

Convergence en moyenne quadratique

Loi forte des grands nombres

IN
p.s.−−−→ I

Normalité asymptotique : pour N grand (à une facteur près)

IN ≈ N (I,Var(IN ))
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Approximation de Monte Carlo : un exemple vectoriel
Malédiction et dimension. . .

Densité gaussienne pour θ ∈ RP

π(θ) = N (θ ; m, vIP )

Moyenne

m = I = E
[
θ
]

=

∫
RP

θ π(θ) dθ

Approximation de Monte Carlo

Tirer des échantillons sous π

θ(1), . . . ,θ(N ) iid∼ π

Former la moyenne empirique

I =
1

N

N∑
n=1

θ(n)
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Approximation de Monte Carlo : un exemple vectoriel
Malédiction et dimension. . .

Approximation non biaisée

« Variance » de cette approximation

Var(I) =
1

N

∫
RP

‖θ −m‖2 π(θ) dθ

=
1

N

∫
RP

P∑
p=1

(θp − µp)2 π(θ) dθ

=
1

N

P∑
p=1

∫
R

(θp − µp)2 π(θp) dθp

= v
P

N

Variance proportionnelle à la dimension

Variance inversément proportionnelle au nombre de tirages
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Plan de la suite. . .
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Simulation par réjection
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Ingrédient de base

Simulateur de variables

Uniformément distribuées sur [0, 1]
Indépendantes et Identiquement Distribuées (i.i.d.)

Matlab /Octave, Python, Julia,. . . : rand

−0.2 0 0.2 0.4 0.6 0.8 1 1.2

0

0.5

1

1.5
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Simulation d’une variable de Bernoulli

Variable de Bernoulli

{
θ = ⊕ p0

θ = 	 1− p0

Matlab /Octave : rand < p0

p0 1− p0

0 1

Histogramme de 500 réalisations

−0.2 0 0.2 0.4 0.6 0.8 1 1.2
−0.2

0

0.2

0.4

0.6

0.8

1

1.2
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Simulation d’une variable binomiale

Variable binomiale de paramètre (K , p)

Pr [Θ = k ] =

(
k

K

)
pk (1− p)K−k , pour k = 1, 2, . . . ,K

Aussi à partir de variables Bk , Bernoulli de paramètre p

θ =

K∑
k=1

δ (bk ,⊕)

Histogramme de 1000 réalisations (p = 0.8 et K = 20)

0 2 4 6 8 10 12 14 16 18 20
−0.1

0

0.1

0.2

0.3
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Simulation d’une variable discrète uniforme

Variable de discrète uniforme sur un alphabet de αk

Pr [Θ = αk ] = p0 , pour k = 1, 2, . . . ,K

Matlab /Octave : 1 + int( K*rand )

500 réalisations et histogramme

0 50 100 150 200 250 300 350 400 450 500
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0
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Simulation d’une variable discrète

Variable de discrète générale sur un alphabet de αk

Pr [Θ = αk ] = pk , pour k = 1, 2, . . . ,K

Matlab /Octave : 1 + sum( cumsum(Proba) < rand )

p1 p2 p3 p4

0 1

En fait : on inverse la fonction de répartition
Et aussi : récursivement et dans le désordre. . .

Histogramme de 500 réalisations (p = [ 0.1 0.5 0.3 0.05 0.05 ])
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Simulation d’une variable Poisson (1)

Variable de Poisson de paramètre λ

Pr [Θ = k ] =
λk

k !
e−λ , pour k ∈ N

A partir des probabilités cumulées, de proche en proche

Pk0 = Pr [Θ 6 k0] =

k0∑
k=0

Pr [Θ = k ]

p0 p1 p2

0 1

Tirer u, uniforme sur [0, 1]

Si u 6 P0 alors θ = 0
Sinon, si u 6 P1 alors θ = 1
Sinon, si u 6 P2 alors θ = 2
. . .
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Simulation d’une variable Poisson (2)

Variable de Poisson de paramètre λ

Pr [Θ = k ] =
λk

k !
e−λ , pour k ∈ Z

Aussi processus de comptage

Événements sur la demi-droite des réels positifs
Séparés par des durées aléatoires sous une loi exponentielle E(λ)
Nombre d’événements par unité de temps

Algorithmiquement

Tirer T1 sous E(λ). Si T1 > 1 alors θ = 0
Sinon, tirer T2 sous E(λ). Si T1 + T2 > 1 alors θ = 1
Sinon, tirer T3 sous E(λ). Si T1 + T2 + T3 > 1 alors θ = 2
. . .
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Simulation d’une variable Poisson (3)

Histogramme de 1000 réalisations avec λ = 3

0 2 4 6 8 10
−0.1

0
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Simulation d’une variable géométrique

Variable géométrique de paramètre p

Pr [Θ = k ] = p (1− p)k−1 , pour k ∈ N∗

Aussi à partir de variables Bn , Bernoulli de paramètre p{
Simuler bn , pour n ∈ N∗

Choisir θ = infn0∈N∗ {n0 ∈ N∗ | bn0
= ⊕}

Histogramme de 500 réalisations de paramètre p = 0.3
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0
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0.2
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0.4

0.5
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Manipulations élémentaires de variables uniformes (1)

Transformation affine Θ = m + (M −m)U

−1.5 −1 −0.5 0 0.5 1 1.5 2 2.5

0

0.5

1

−1.5 −1 −0.5 0 0.5 1 1.5 2 2.5

0

0.5

1
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Changement de variable (scalaire)

Transformation Y = φ(X )

fY (y) =
∣∣φ−1′(y)

∣∣ fX (φ−1(y)) = |φ′(φ−1(y))|−1
fX (φ−1(y))

FY (y0) = Pr [Y < y0] = Pr [φ(X ) < y0]

= Pr [X < φ−1(y0)] = FX (φ−1(y0))

Deux questions — Condition ? Et valeur absolue ?

Cas d’une uniforme Y = φ(U )

fY (y) =
∣∣φ−1′(y)

∣∣ = |φ′(φ−1(y))|−1

Une question — Lien avec le précédent ?
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Manipulations élémentaires de variables uniformes (2)

Transformation quadratique Θ = U 2

−0.2 0 0.2 0.4 0.6 0.8 1 1.2

0

2

4

6

8

10

Densité

π(θ) =
1

2
√
θ
1(θ)
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Manipulations élémentaires de variables uniformes (3)

Transformation sinusöıdale Θ = cos [πU ]

−1.5 −1 −0.5 0 0.5 1 1.5

0

1

2

3

Densité

π(θ) =
1

π

1√
1− θ2

pour θ ∈ [−1,+1]
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Un peu plus général : inversion de la fonction de répartition
Forme générique

Simulation de θ

Densité π

Fonction de répartition F : F (θ0) = Pr [Θ < θ0] =

∫ θ0

−∞
π(θ) dθ

On procède en deux étapes
1 Considérer U uniformément distribué sur [0, 1]
2 Former Θ = F−1(U )

En effet :

Pr [Θ < θ0] = Pr
[
F−1(U ) < θ0

]
= Pr [U < F (θ0)]

= F (θ0)

Ou bien. . . évidemment
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Inversion de la fonction de répartition
Exemple : distribution exponentielle

Simulation de θ sous la densité

π(θ) = α−1 exp [−θ/α] 1+(θ)

Inverse (réciproque) de la répartition

F−1(u) = −α log u

−2 0 2 4 6 8 10 12 14 16
−0.1

0

0.1

0.2

0.3

0.4

0.5
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Inversion de la fonction de répartition
Exemple : distribution Cauchy

Simulation de θ sous la densité

π(θ) = π−1 1

1 + θ2

Inverse (réciproque) de la répartition

F−1(u) = tan [ (u − 0.5)π ]

−20 −15 −10 −5 0 5 10 15 20
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10000
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Inversion de la fonction de répartition
Aussi possible pour Gauss, mais. . .

Simulation de θ sous la densité

π(θ) = (2π)
−1/2

exp−1

2
θ2

Inverse (réciproque) de la répartition

F−1(u) =
√

2 inverf [2u − 1]

erf(x ) =
2√
π

∫ x

0

exp−t2 dt
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Bien sûr η = m + σθ est distribué N (m, σ)
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Box-Muller : simulation d’un couple gaussien
Un exemple de transformation

(U1,U2) un couple

indépendant
uniformément distribué sur [0, 1]

On le transforme parθ1 =
√
− 2 log u1 cos 2πu2

θ2 =
√
− 2 log u1 sin 2πu2

On montre que (Θ1,Θ2) est un couple

indépendant
normal
centré et réduit
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Box-Muller : simulation d’un couple gaussien
Un exemple de transformation
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Changement de variable (vectoriel)

Transformation Y = ϕ(X)

Inverse ψ = ϕ−1

Jacobien J = ψ′

fY (y) = |detJ | fX (ψ(y))

Cas d’une uniforme Y = ϕ(U)

fY (y) = |detJ |

Remarque : Normalizing flows. . .
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Couple gaussien corrélé

On le transforme par η = m+Aθ, par exemple A =

[
1 f
f 1

]

η = m+Aθ =

{
η1 = θ1 + f θ2 + µ1

η2 = θ2 + f θ1 + µ2

Moyenne et covariance : m et C = AAt

Coefficient de corrélation c =
2f

1 + f 2
, ici f = 0.5 et c = 0.8
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Vecteur gaussien

Densité

N (θ ; m,C) = (2π)
−P/2

det
[
C
]−1/2

exp

[
−1

2
(θ −m)tC−1(θ −m)

]

Une clé

Factoriser la covariance C = AAt

Simulation

Simuler un « bruit blanc centré réduit homogène » : ε ∼ N (ε ; 0, I)

Former les bonnes combinaisons linéaires : θ = m+Aε

Difficultés en grande dimension
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Exemples en image par filtrage de bruit blanc
Textures,. . .

n θ
H

Considérer n = [nkl ; k , l ∈ Z ] et h = [ hpq ; p, q ∈ Z ]

Filtrer : θ = h ? n

Fonction de covariance cθ = h ? h−

Densité Spectrale de Puissance : Sθ(ν) = |H (ν)|2
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Mélange de deux gaussiennes
Construction directe

Deux gaussiennes

N (θ ; m1,C1) et N (θ ; m2,C2)

Mélange des deux

π(θ) = p N (θ ; m1,C1) + (1− p) N (θ ; m2,C2)

Exemple en deux dimensions

−5 0 5
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0

5

−5 0 5
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0

5

−5 0 5
−5

0
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Mélange de deux gaussiennes
Variables cachées et modèle hiérarchique

Deux variables

1 Variable d’étiquette L : Bernoulli

L ∼ B(` ; p) ≡ Pr [L = ` ] =

{
p si ` = 1

1− p si ` = 2

2 Variable d’intérêt Θ : conditionnellement gaussienne{
Θ |L = 1 ∼ πΘ|L(θ |L = 1) = N (θ ; m1, v1)

Θ |L = 2 ∼ πΘ|L(θ |L = 2) = N (θ ; m2, v2)

Distribution marginale

πΘ(θ) = πΘ|L(θ |L = 1) Pr [L = 1] + πΘ|L(θ |L = 2) Pr [L = 2]

= p N (θ ; m1, v1) + (1− p) N (θ ; m2, v2)
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Généralisations : très grande richesse

Des gaussiennes

Mélange de K gaussiennes, éventuellement K = +∞

π(θ) =

K∑
k=1

pk N (θ ; mk ,Ck ) avec

K∑
k=1

pk = 1

Mélange d’une infinité (continuous mixture of Gaussian)

π(θ) =

∫
a

ρ(a)N (θ ; m(a),C(a) ) da où ρ est une autre densité

D’autres

π(θ) =

K∑
k=1

pk D(θ ; νk ) avec

K∑
k=1

pk = 1

π(θ) =

∫
a

ρ(a)D(θ ; ν(a) ) da où ρ est une autre densité
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Méthode par réjection
Cas basique et approche intuitive

On s’intéresse à π(θ)
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Méthode par réjection
Cas basique : formalisation

Cadre de travail

π a support borné : θ ∈ [θm; θM]

π borné : π(θ) < s

Remarque – Aire : A = s (θM − θm) et bien sûr A > 1

Algorithme

1 Tirer θ uniforme sur [θm, θM]
Tirer η uniforme sur [0, s]

2 Si η > π(θ) alors retourner au 1 (rejet, R)
Si η < π(θ) alors sortir avec θ (acceptation, A)

Remarque

Notion de probabilité d’acceptation

Notion de temps d’attente

Pas de question de « convergence », au sens. . .
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Méthode par réjection
Cas basique : propriétés

Probabilité d’acceptation

a =
1

A

Temps d’attente

A chaque tirage k : décision Dk ∈ {A,R}
Temps d’attente T : variable « géométrique »

Pr [T = K ] =

(
1− 1

A

)K−1
1

A

Temps d’attente moyen

E
[
T
]

= A− 1

Limitation

Cas où la densité est « très piquée » : s très grand, A très grand. . .
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Méthode par réjection
Cas basique : propriétés

Probabilité d’acceptation

a =
1

A

Temps d’attente

A chaque tirage k : décision Dk ∈ {A,R}
Temps d’attente T : variable « géométrique »

Pr [T = K ] =

(
1− 1

A

)K−1
1

A

Temps d’attente moyen

E
[
T
]

= A− 1

Limitation

Cas où la densité est « très piquée » : s très grand, A très grand. . .
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Méthode par réjection
Cas plus général

Cadre de travail

Densité de tirage, de proposition p(θ)

Majoration : π(θ) 6 αp(θ) partout

Remarque – En particulier, décroissance à l’infini. . .

Algorithme

1 Tirer θ sous p(θ)

Former a = a(θ) =
π(θ)

αp(θ)
qui est dans [0, 1]

2 Au hasard, faire{
Sortir avec θ avec probabilité a

Retourner au 1 avec probabilité 1− a

Cas particuliers

Cas où p = π et cas où p est uniforme
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Échantillonnage d’importance (1)

Une question essentiellement : calculer des intégrales

I = E
[
h(θ)

]
=

∫
θ

h(θ) π(θ) dθ

Moyenne et variance/covariance a posteriori
Intervalles de crédibilité
Densités a posteriori marginales ou prédictive
Sélection de modèle, évidence

. . . mais aussi « visiter », approcher la distribution π(θ)

I = Eπ [h(θ)] =

∫
θ

h(θ) π(θ) dθ

=

∫
θ

h(θ)
π(θ)

p(θ)
p(θ) dθ

= Ep

[
h(θ)

π(θ)

p(θ)

]
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Échantillonnage d’importance (2)

Approximation de Monte Carlo sous π

Tirer des échantillons sous π

θ(1), . . . ,θ(N ) iid∼ π

Former la moyenne empirique

I = Eπ [h(θ)] ≈ 1

N

N∑
n=1

h(θ(n))

Approximation de Monte Carlo sous p

Tirer des échantillons sous p

θ(1), . . . ,θ(N ) iid∼ p

Former la moyenne empirique

I = Ep

[
h(θ)

π(θ)

p(θ)

]
≈ 1

N

N∑
n=1

h(θ(n))
π(θ(n))

p(θ(n))
= I
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Plan de la suite. . .

Première partie : introduction

Rappel de bayésien et historique
Échantillonnage pour les stratégies bayésiennes
Premiers pas

Seconde partie : méthodes directes (continu et discret)

Ingrédient de base : tirage uniforme sur [0, 1]
Transformation et changement de variable
Inversion de la fonction de répartition
Simulation par réjection
Échantillonnage d’importance

Troisième partie : méthodes MCMC

Notions / rappels sur les châınes de Markov

Trois algorithmes

Gibbs
Metropolis-Hastings
Gibbs incluant un Metropolis-Hastings
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Méthodes de Monte Carlo par châıne de Markov
Idée générale

Lorsqu’on ne sait pas échantillonner plus directement selon π

Produire de façon itérative des échantillons

θ(0) → θ(1) → θ(2) → . . .

Choix de transition pour que
θ(n) soit approximativement distribué sous π
au moins pour n supérieur à un « temps de chauffe » Nc

Approximation de Monte Carlo

IN =
1

N −Nc

N∑
n=Nc+1

h(θ(n))

Equivalent de la loi des grands nombres pour les châınes de Markov

IN −−−−−→
N→+∞

I = E
[
h(θ)

]
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Châınes de Markov

Définition

Une châıne de Markov (X (0),X (1), . . .) est caractérisée par

Une propriété d’indépendance conditionnelle

p(X (n)|X (n−1), . . . ,X (1),X (0)) = p(X (n)|X (n−1))

Un noyau de transition T (X (n),X (n−1)) = p(X (n)|X (n−1))

Une distribution initiale

Exemple

Marche aléatoire
X (n) = X (n−1) + ε(n)

où ε(n)

est une « perturbation aléatoire »
indépendante « du passé »

ε symétrique autour de zéro  marche aléatoire symétrique
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Châınes de Markov
Exemple d’une marche aléatoire

X (n) = X (n−1) + ε(n)
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Châınes de Markov
État discret et fini

L’ensemble des états est X = {α1, . . . , αQ} = {1, . . . ,Q}
Noyau de transition  matrice T de dimension Q ×Q

Tkl = Pr
[
X (n) = l |X (n−1) = k

]
, pour k , l = 1, . . . ,Q

Vient de l’état k  ligne k
Va dans l’état l  colonne l∑

l Tkl = 1

Exemple avec Q = 3

T =

 1/2 1/4 1/4
1/4 1/4 1/2
1/4 1/4 1/2


Venant de l’état 1, probabilité 1/2, 1/4 et 1/4. . .
. . .
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Châınes de Markov
État discret et fini

Distribution à l’instant n : p(n) =
[
p

(n)
1 , . . . , p

(n)
Q

]
p(n)
q = Pr

[
X (n) = q

]
A l’instant n :

p(n)
q = Pr

[
X (n) = q

]
=

∑
k

Pr
[
X (n) = q , X (n−1) = k

]
=

∑
k

Pr
[
X (n) = q |X (n−1) = k

]
Pr
[
X (n−1) = k

]
=

∑
k

Tkq p
(n−1)
k

On en déduit globalement :

p(n) = p(n−1)T et donc p(n) = p(0)T n
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Châınes de Markov
État discret et fini

Exercice

Dans le cas Q = 3, on considère la châıne définie par la transition

T =

 1/2 1/4 1/4
1/4 1/4 1/2
1/4 1/4 1/2


p(0) =

(
1

3
,

1

3
,

1

3

)
Montrer que T est bien un noyau de transition

Calculer p(1) et p(2)

Que dire de p(∞) ?
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Châınes de Markov
État continu

Le noyau T (x ′|x ) est une densité conditionnelle

∀x ∈ X ,
∫
X
T (x ′|x ) dx ′ = 1

Si p(n−1)(x ) est la densité marginale de X (n−1) évaluée en x alors

p(n)(x ′) = ”

∫
X
f (x ′, x ) dx ”

= ”

∫
X
f (x ′|x ) f (x ) dx ”

=

∫
X
T (x ′|x ) p(n−1)(x ) dx

Rappel cas discret
∑

l Tkl = 1 et p(n) = p(n−1)T
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Châınes de Markov
État continu

Exercice

On considère une marche aléatoire scalaire avec

bruit gaussien centré de variance r : ε ∼ N (ε ; 0, r)

densité initiale normale centré-réduite : p(0)(x ) = N (x ; 0, 1)

X (n) = X (n−1) + ε(n)

Quatre questions

1 Écrire le noyau de transition T (x ′|x)

2 Calculer p(1)(x)

3 Calculer par récurrence p(n)(x)

4 Simulez la châıne
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Châınes de Markov
Propriétés de convergence

Définition

Distribution π invariante ou stationnaire si inchangée :

pour le cas discret
π = πT

pour le cas continu

π(x ′) =

∫
X
π(x)T (x ′|x) dx
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Châınes de Markov
Propriétés de convergence

Exercice

On considère le cas Q = 3 et la matrice

T =

 1/2 1/4 1/4
1/4 1/4 1/2
1/4 1/4 1/2


Montrer que π = [1/3, 1/4, 5/12] est une distribution invariante
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Châınes de Markov
Propriétés de convergence

Propriétés

Condition suffisante (mais non nécessaire) pour garantir que π est
stationnaire est la condition d’équilibre (detailed balance)

π(x )T (x ′|x ) = π(x ′)T (x |x ′)

Preuve ∑
x

π(x )T (x ′|x ) =
∑
x

π(x ′)T (x |x ′)

= π(x ′)
∑
x

T (x |x ′)

= π(x ′)
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Châınes de Markov
Propriétés de convergence

Théorème ergodique

Sous certaines conditions sur le noyau, la distribution marginale p(n)

converge vers la distribution invariante π

Terminologie : distribution invariante ≡ distribution d’équilibre

Pour toute distribution initiale p(0), la distribution limite est π

p(N ) −−−−−→
N→+∞

π

Avec probabilité 1
IN −−−−−→

N→+∞
I
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Châınes de Markov
Propriétés de convergence

Exemple

On considère encore le cas Q = 3 et la matrice

T =

 1/2 1/4 1/4
1/4 1/4 1/2
1/4 1/4 1/2


Initialisation p(0) = (1, 0, 0)

p(1) = (.500, .250, .250)

p(2) = (.375, .250, .375)

p(3) = (.344, .250, .406)

p(4) = (.336, .250, .414)

p(5) = (.334, .250, .416)

p(6) = (.333, .250, .417)
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Châınes de Markov
Propriétés de convergence

Exemple

Et on re-considère encore le cas Q = 3 et la matrice

T =

 1/2 1/4 1/4
1/4 1/4 1/2
1/4 1/4 1/2


Nouvelle initialisation p(0) = (0, 0, 1)

p(1) = (.250, .250, .500)

p(2) = (.312, .250, .438)

p(3) = (.328, .250, .422)

p(4) = (.332, .250, .418)

p(5) = (.333, .250, .417)
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Plan de la suite. . .

Première partie : introduction

Rappel de bayésien et historique
Échantillonnage pour les stratégies bayésiennes
Premiers pas

Seconde partie : méthodes directes (continu et discret)

Ingrédient de base : tirage uniforme sur [0, 1]
Transformation et changement de variable
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Algorithme de Gibbs
Forme générique

Notations
Paramètre θ = [θ1, . . . , θP ] et distribution cible π(θ)
Extrait de paramètre θ−p = [θ1, . . . , θp−1, θp+1, . . . , θP ]
Distributions conditionnelles π(θp |θ−p)

Algorithme de Gibbs

Tirer une valeur initiale θ(0)

Pour n = 1, 2, 3 . . .

Pour p = 1, . . . ,P tirer

θ(n)p ∼ π(θp | θ(n)1 , . . . , θ
(n)
p−1 , θ

(n−1)
p+1 , . . . , θ

(n−1)
P )

Remarque sur la conditionnelle

π(θp |θ−p) =
π(θ−p , θp)

π(θ−p)
=

π(θ)

π(θ−p)
∝ π(θ)

Et aussi découpage par blocs. . . Random scan,. . .
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Algorithme de Gibbs
Cas de deux variables

Notations

Paramètre θ = [θ1, θ2]
Deux distributions conditionnelles π(θ1|θ2) et π(θ2|θ1)

Algorithme de Gibbs

Tirer une valeur initiale θ(0)

Pour n = 1, 2, 3, . . .

Tirer
θ
(n)
1 ∼ π(θ1 | θ(n−1)

2 )

Tirer
θ
(n)
2 ∼ π(θ2 | θ(n)1 )

Transition kernel

T (θ′|θ) = πΘ1|Θ2
(θ′1|θ2) πΘ2|Θ1

(θ′2|θ′1)
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Gibbs algorithm
Bi-dimensional and transition and fixed point

φ(θ′) =

∫
θ

T (θ′|θ) πΘ(θ) dθ

=

∫
θ1,θ2

πΘ1|Θ2
(θ′1|θ2) πΘ2|Θ1

(θ′2|θ′1) πΘ1,Θ2(θ1, θ2) dθ1dθ2

= πΘ2|Θ1
(θ′2|θ′1)

∫
θ1,θ2

πΘ1|Θ2
(θ′1|θ2) πΘ1,Θ2

(θ1, θ2) dθ1dθ2

= πΘ2|Θ1
(θ′2|θ′1)

∫
θ2

πΘ1|Θ2
(θ′1|θ2)

∫
θ1

πΘ1,Θ2
(θ1, θ2) dθ1 dθ2

= πΘ2|Θ1
(θ′2|θ′1)

∫
θ2

πΘ1|Θ2
(θ′1|θ2) πΘ2

(θ2) dθ2

= πΘ2|Θ1
(θ′2|θ′1)

∫
θ2

πΘ1,Θ2
(θ′1, θ2) dθ2

= πΘ2|Θ1
(θ′2|θ′1) πΘ1

(θ′1)

= πΘ1,Θ2
(θ′1, θ

′
2)

= πΘ(θ′)

73 / 98



Algorithme de Gibbs
Exemple : Gauss bi-dimensionelle

Distribution pour le couple θ = [θ1, θ2]
t ∈ R2

π(θ) = N
(
θ;

[
0
0

]
,

[
1 ρ
ρ 1

])

Densités conditionnelles

π(θ1|θ2) = N (θ1 ; ρ θ2 , 1− ρ2)

π(θ2|θ1) = N (θ2 ; ρ θ1 , 1− ρ2)
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Algorithme de Gibbs
Exemple : Gauss bi-dimensionelle

ρ = 0.85
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Exemple du champs de Potts

Un champ de Markov pour la segmentation : le modèle de Potts

Étiquette Lp

pour le pixel p, avec p = 1, . . . ,P
à valeur discrète `p dans {a1, . . . aK}

Loi du champ

Pr [L = `|γ] = C (γ)−1 exp [ γ ν(`) ]

ν(`) =
∑
p∼q

δ(`p ; `q)

∼ : quatre plus proches voisins

δ : Kronecker

γ : paramètre de « corrélation » (nombre moyen / taille moyenne)
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Exemple du champs de Potts

Échantillonnage de Gibbs

Pixel par pixel. . .

π [`p = k |?] ∝ exp [ γNp(k) ]

. . . mais en parallèle (en damier)

Résultats de simulation : Ising (K = 2)

γ = 0 γ = 0.3 γ = 0.6 γ = 0.7 γ = 0.8 γ = 0.9 γ = 1
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Algorithme de Gibbs
Cas plus délicats

Passage obligé mais impossible par des zones à très faible probabilité

Algorithme convergent mais « non-convergent en pratique »

−5 0 5
−5

−4

−3

−2

−1

0

1

2

3

4

5

. . . il reste des questions ouvertes. . .
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Her majesty the Metropolis-Hastings algorithm

Densité cible π(θ)

Densité de proposition p(θ)

Algorithme de Metropolis-Hastings

Tirer une valeur initiale θ(0)

Pour n = 1, 2, . . .

Proposer une valeur au hasard θ∗ ∼ p(θ)

Au hasard, affecter{
θ(n) = θ∗ (accepter) avec probabilité a

θ(n) = θ(n−1) (dupliquer) avec probabilité 1− a

Avec probabilité d’acceptation

a = a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1))

p(θ(n−1))

p(θ∗)

)
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Her majesty the Metropolis-Hastings algorithm
Sketch of “proof” (1) : transition

« Pré-transition »

Θ(n) | θ(n−1), θ∗ ∼ a(θ∗, θ(n−1)) δ(θ(n) − θ∗)

+
[
1− a(θ∗, θ(n−1))

]
δ(θ(n) − θ(n−1))

Transition en marginalisation Θ∗

Θ(n) | θ(n−1) ∼
∫

f (θ(n)|θ(n−1), θ∗) p(θ∗) dθ∗

Deux termes
Bout vert  a(θ(n), θ(n−1)) p(θ(n))

Bout rouge  
(

1−P(θ(n−1))
)
δ(θ(n) − θ(n−1))

avecP(θ) =

∫
a(θ∗, θ)p(θ∗) dθ∗

Finalement, la transition

T (θ′|θ) = a(θ′, θ) p(θ′) + [ 1− P(θ) ] δ(θ′ − θ)
81 / 98



Her majesty the Metropolis-Hastings algorithm
Sketch of “proof” (2)‘ : fixed point

On step forward φ(θ′) =

∫
T (θ′|θ) π(θ) dθ = · · · = π(θ′)

With transition T (θ′|θ) = a(θ′, θ) p(θ′) + [ 1− P(θ) ] δ(θ′ − θ)

The red part yields [ 1− P(θ′) ]π(θ′)

Regarding the green part

a(θ′ , θ) p(θ′) π(θ) = min

[
1 ,

π(θ′) p(θ)

π(θ) p(θ′)

]
p(θ′)π(θ)

= min [π(θ) p(θ′) , π(θ′) p(θ)]

= min

[
π(θ) p(θ′)

π(θ′) p(θ)
, 1

]
π(θ′) p(θ)

= a(θ, θ′)π(θ′)p(θ)

∫
a(θ′ , θ) p(θ′) π(θ) dθ = π(θ′)

∫
a(θ, θ′) p(θ) dθ

= π(θ′)P(θ′)

82 / 98



Algorithme de Metropolis-Hastings

Densité cible π(θ)

Densité de proposition p(θ∗|θ)

Algorithme de Metropolis-Hastings

Tirer une valeur initiale θ(0)

Pour n = 1, 2, . . .

Proposer une valeur au hasard θ∗ ∼ p(θ∗|θ(n−1))

Au hasard, affecter{
θ(n) = θ∗ (accepter) avec probabilité a

θ(n) = θ(n−1) (dupliquer) avec probabilité 1− a

Avec probabilité d’acceptation

a = a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1))

p(θ(n−1)|θ∗)
p(θ∗|θ(n−1))

)

83 / 98



Algorithme de Metropolis-Hastings
Cas particuliers et simplifications : facteur multiplicatif

Cas où π(θ) connue à un facteur près : π(θ) = γ(θ)/Z

a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1))

p(θ(n−1)|θ∗)
p(θ∗|θ(n−1))

)
= min

(
1,

γ(θ∗)

γ(θ(n−1))

p(θ(n−1)|θ∗)
p(θ∗|θ(n−1))

)

Une remarque

Évaluer γ(θ) nécessaire
Évaluer Z pas nécessaire

. . . pratique en bayésien. . . π(θ|x) ∝ f (x|θ) π(θ)
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Algorithme de Metropolis-Hastings
Cas particuliers et simplifications : cas du prior

Échantillonnage d’un posterior et proposition sous le prior :

a(θ∗, θ(n−1)) = min

(
1,

π(θ∗|x)

π(θ(n−1)|x))

π(θ(n−1))

π(θ∗)

)

= min

(
1,

f (x|θ∗) π(θ∗)

f (x|θ(n−1)) π(θ(n−1))

π(θ(n−1))

π(θ∗)

)

= min

(
1,

f (x|θ∗)
f (x|θ(n−1))

)

Une remarque

Simple rapport des vraisemblances
Pratique en bayésien. . . mais pas toujours efficace. . .
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Algorithme de Metropolis-Hastings
Cas particuliers du cas particulier : observation à bruit gaussien additif

Observation x = M(θ) + n et vraisemblance

f (x|θ) = (2π)−M/2γM/2 exp−γ

A(θ)︷ ︸︸ ︷
‖x−M(θ)‖2 / 2

Probabilité d’acceptation

a(θ∗, θ(n−1)) = min

(
1,

exp−γA(θ∗) / 2

exp−γA(θ(n−1)) / 2

)

= min
(

1, exp−γ
[
A(θ∗)−A(θ(n−1))

]
/ 2
)

Bout de code

Accept = ( log(rand) < -Gamma * ( AdeqThetaStar - AdeqThetaCurrent )/2 )

Simple comparaison des adéquations
Une mise en œuvre triviale
Pratique et simple. . . mais pas toujours efficace. . .

86 / 98



Algorithme de Metropolis-Hastings
Cas particuliers et simplifications : symétrie

Simplification si proposition symétrique p(θ∗|θ) = p(θ|θ∗)

a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1)

p(θ(n−1)|θ∗)
p(θ∗|θ(n−1))

)

)
= min

(
1,

π(θ∗)

π(θ(n−1))

)

Deux remarques

On accepte toujours θ∗ si π(θ∗) > π(θ(n−1))

On accepte plus ou moins θ∗ si π(θ∗) < π(θ(n−1))

D’autant plus « que la dégradation est moindre. . . »
D’autant moins « que la dégradation est grave. . . »
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Algorithme de Metropolis-Hastings
Cas particuliers et simplifications : marche aléatoire

Loi de proposition est une marche aléatoire symétrique

θ∗ = θ(n−1) + ε(n)

Par exemple, dans le cas Gauss

p(θ∗|θ(n−1)) = (2πv)−1/2 exp−
[
θ∗ − θ(n−1)

]2
/2v = p(θ(n−1)|θ∗)

Ou plus généralement

p(θ∗|θ(n−1)) = Φ
[
θ∗ − θ(n−1)

]
= p(θ(n−1)|θ∗)

Probabilité d’acceptation

a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1))

)

Deux remarques
On accepte toujours θ∗ si π(θ∗) > π(θ(n−1))

On accepte plus ou moins θ∗ si π(θ∗) < π(θ(n−1))
D’autant plus « que la dégradation est moindre. . . »
D’autant moins « que la dégradation est grave. . . »
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Algorithme de Metropolis-Hastings
Exemple d’une gaussienne centrée-réduite

Cible π(θ) = N (θ; 0, 1)

Proposition : marche aléatoire gaussienne (un peu absurde, d’accord)

θ∗ = θ(n−1) + ε(n), avec ε(n) ∼ N (0, σ2)

Probabilité d’acceptation

a(θ∗, θ(n−1)) = min

(
1,

π(θ∗)

π(θ(n−1))

)
= min

(
1, exp−1

2

[
θ∗

2

− θ(n−1)2
])

Initialisation : θ(0) uniforme sur [0, 1]
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Algorithme de Metropolis-Hastings
Exemple d’une gaussienne centrée-réduite
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σ = 50 σ = 0.5 σ = 0.1
τ = 2% τ = 80% τ = 98%

Convergence et convergence

Paramètre de réglage σ

σ faible : explorations locales presque toujours acceptées
σ grand : proposition de sauts plus grands, mais rarement acceptés

Mais convergence vers la loi stationnaire pour tout σ

Influence de σ sur la vitesse de convergence uniquement. . .
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Algorithme de Metropolis-Hastings
Exemple d’hiver
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1

π(θ) ∝ θ2 π(θ) ∝ 1− θ2 π(θ) ∝ 3− 2 cos 2πθ
σ = 0.5 , τ = 36% σ = 0.5 , τ = 70% σ = 1 , τ = 47%
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Algorithme de Metropolis-Hastings
Banana example

Distribution cible :

π(θ) ∝ exp−
[
c (θ2

1 + θ2
2) + b (θ2 − a θ2

1)2
]
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Algorithme de Metropolis-Hastings
Banana example

Distribution cible :

π(θ) ∝ exp−
[
c (θ2

1 + θ2
2) + b (θ2 − a θ2

1)2
]
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Algorithme de Metropolis-Hastings
Banana example

Distribution cible :

π(θ) ∝ exp−
[
c (θ2

1 + θ2
2) + b (θ2 − a θ2

1)2
]
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Algorithme de Metropolis-Hastings
Banana sinueux

Distribution cible :

π(θ) ∝ exp−
[
c (θ2

1 + θ2
2) + b (θ2 − a cos θ1)2

]
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Deux extensions

Langevin

Marche aléatoire directionnelle

θ∗ = θ(n−1) +
1

2
α2 g

[
θ(n−1)

]
+ αε

Gradient
Hessien, matrice de Fisher

Hamilton

Introduction de variable auxiliaire p

Évolution de (θ,p)

Aisément calculable
Mélangeant
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L’un dans l’autre

Algorithme de Metropolis-Hastings dans Gibbs

Tirer une valeur initiale θ(0)

Pour n = 1, 2, 3 . . .

Pour p = 1, . . . ,P

Proposer une valeur au hasard

θ∗p ∼ p(θ∗p |θ
(n)
−p , θ

(n−1)
p )

Au hasard, affecter{
θ
(n)
p = θ∗p avec probabilité a

θ
(n)
p = θ

(n−1)
p avec probabilité 1− a

Avec la probabilité d’acceptation

a(θ∗p , θ
(n−1)
p ) = min

1,
π(θ

(n)
−p , θ

∗
p)

π(θ
(n)
−p , θ

(n−1)
p )

p(θ
(n−1)
p |θ(n)

−p , θ
∗
p)

p(θ∗p |θ
(n)
−p , θ

(n−1)
p )



Aussi découpage par blocs et partiellement Metropolis-Hastings
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Question de convergence, en pratique. . .

Comment vérifier que la châıne a bien convergé ?

Difficile en pratique

Quelques règles simples

Afficher les échantillons en fonction des itérations
Afficher des estimées scalaires en fonction des itérations

Plus quantitatif

Multi-châıne et Variance-Inter / Variance-Intra
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